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1 LA SIMULACIÓN DEL CLIMA FUTURO 
 

Las herramientas más potentes desarrolladas para la generación de las proyecciones futuras 
del clima son los Modelos de Circulación General (o GCM por las siglas de General Circulation 
Models) (Huebener et al., 2007). A día de hoy, estos GCMs trabajan a resoluciones espaciales 
de unos 200 km con lo que una resolución tan grande como esta provoca que la información 
suministrada sobre el clima sea inadecuada si vamos a usar ésta como variable de entrada 
para un modelo de impacto (von Storch 1994; Mearns et al., 1997) – el problema es que los 
estudios de impacto son esenciales para el diseño de las políticas de adaptación que tratan de 
minimizar los impactos negativos del cambio climático y de aprovechar los positivos. Así, y 
para poder resolver este desajuste, en las últimas décadas se ha realizado un esfuerzo 
considerable en el desarrollo de diferentes estrategias que permitan inferir información de 
alta resolución a partir de las variables de baja resolución, es decir, 'proyectar de forma 
precisa la información disponible a gran escala sobre la escala regional' (von Storch et al., 
1993). Estas estrategias se denominan técnicas de downscaling (o de regionalización o de 
reducción de escala). 
 
Existen dos grandes familias distintas para realizar el downscaling (Murphy, 1999; Fowler et 
al., 2007). En el denominado downscaling dinámico (Giorgi et al., 2001; Christensen et al., 
2007), los campos de alta resolución se obtienen anidando un modelo climático regional (o 
RCM por Regional Climate Model) dentro del propio GCM (Giorgi et al., 1994; Jones et al., 
1997), o utilizando un GCM de resolución variable (la denominada stretching technique) 
(Déqué and Piedelievre, 1995). En el downscaling estadístico (Wilby et al. 2004; Imbert and 
Benestad 2005), los predictandos de alta resolución (las variables de superficie) se obtienen 
aplicando relaciones previamente identificadas en el clima observado entre estos 
predictandos y campos predictores de gran escala a las salidas de los GCMs. 
 
Ambos métodos tienen sus ventajas y sus desventajas, y ambos requieren algunas 
suposiciones iniciales que no pueden ser verificadas en un contexto de cambio climático 
(Giorgi et al., 2001) y por lo tanto contribuyen por sí mismos a la cascada de incertidumbre 
que se manifiesta en las simulaciones finales del clima. Así y todo, se pueden utilizar varios 
criterios para ayudar en la selección del enfoque más adecuado dependiendo de la aplicación 
final (Wilby et al., 2004). 
 
La necesidad de tener en cuenta las incertidumbres propias de un escenario climático (debido 
a razones tales como las propias incertidumbres en las condiciones iniciales de los campos 
atmosféricos, en los escenarios de forzamiento, en la sensibilidad climática de los GCMs, o en 
su fiabilidad al llevar a cabo una reducción de escala) en un marco general de evaluación de 
riesgos conduce a la necesidad de proyecciones climáticas probabilísticas. En este contexto, 
los métodos estadísticos son una opción muy buena a la hora de realizar un downscaling. Sus 
necesidades relativamente pequeñas en términos de datos disponibles de los GCMs y de 
recursos computacionales los hacen muy relevantes para conseguir el procesamiento de la 
creciente cantidad de simulaciones disponibles de GCMs. Además, cuando se necesita 
información local de muy alta resolución, los métodos estadísticos funcionan mejor que los 
dinámicos (al menos a día de hoy – van der Linden y Mitchell, 2009), debido a que la 
resolución de los modelos dinámicos actuales (ya sean anidados o de tipo stretched) es 
todavía demasiado grande (y al hecho de que los modelos climáticos regionales no utilizan las 
observaciones locales que implícitamente permitirían capturar las características 
meteorológicas locales). La mayor capacidad de diagnóstico de los métodos estadísticos 
aplicados a escala local está unánimemente aceptada en el marco de la predicción 
meteorológica operativa, donde los sistemas de reinterpretación estadísticos son la principal 
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herramienta para la obtención de la información local. 
 
Durante las últimas décadas, los estudios estadísticos del clima de largo plazo han detectado 
cambios relativamente pequeños en comparación con la variabilidad interanual. Esta 
variabilidad ofrece una forma indirecta de evaluar la estabilidad de las relaciones estadísticas 
utilizadas para la reducción de escala en un contexto climático futuro. En ese contexto se 
pueden identificar dos requisitos obligatorios para el buen funcionamiento de una 
metodología de downscaling estadístico: el primer requisito es que el rendimiento debe ser 
igualmente bueno en diferentes escalas de tiempo (diario, estacional, anual, decadal,...) (Wilby 
y Wigley, 1997). El segundo requisito es que prácticamente todas las posibles situaciones de 
los predictores que aparezcan en el posible clima futuro proporcionado por las simulaciones 
de los GCMs deben estar dentro del rango de aplicabilidad de las relaciones estadísticas que 
ha determinado el periodo de calibración del método. 
 
Considerando las ventajas y los inconvenientes de ambos métodos, el equipo de investigación 
de la Fundación para la Investigación del Clima (FIC) decidió desarrollar una técnica de 
downscaling estadístico. La metodología desarrollada por la FIC, denominada FICLIMA, ha 
sido probada contra otras técnicas en diferentes proyectos científicos, tanto europeos 
(Statistical and Regional dynamical Downscaling of Extremes for European regions, STARDEX, 
2002-2005;  Climate change and its impacts at seasonal, decadal and centennial timescales, 
ENSEMBLES, 2004-2009) como nacionales (Primer programa nacional de Generación de 
escenarios regionalizados de cambio climático para España, coordinado por AEMET, 2007 - 
2008; Programa coordinado para la generación de escenarios regionalizados de cambio 
climático: Regionalización estadística, ESTCENA, 2009 - 2012), y se ha aplicado en diferentes 
regiones del mundo (Península Ibérica, Canarias, Europa, América Central, América del Sur, 
Asia Central,…) y para diferentes variables meteorológicas (temperatura, precipitación,…) con 
excelentes resultados. 
 
Las técnicas estadísticas de downscaling consisten en establecer relaciones empíricas entre 
campos de baja resolución, denominados predictores y las variables de superficie, llamadas 
predictandos. Estas técnicas se pueden clasificar en cuatro grupos principales: generadores de 
tiempo atmosférico (mediante simulación estocástica, es decir, intrínsecamente, generación de 
una serie de valores diarios en consonancia con la climatología), funciones de transferencia 
(basados en modelos de regresión, tanto lineales como no lineales, con el objetivo de 
establecer relaciones entre predictandos locales y predictores de escala larga), selección de 
análogos (que consiste en la selección de entre un conjunto de datos de los n patrones 
atmosféricos más similares o análogos al día problema), y tipos de tiempo (basados en el 
establecimiento previo de un número finito de grupos obtenidos mediante similitud sinóptica 
entre los campos de baja resolución). 
 
La metodología FICLIMA combina dos tipos de técnicas estadísticas: el primer paso es una 
selección de análogos (o estratificación por análogos), y en un segundo paso se emplean 
funciones de transferencia sobre los días seleccionados en el primer paso. 
 
El propósito de este documento es presentar una visión general sobre la metodología FICLIMA 
y sus fundamentos; en todo caso, si se necesita una explicación más profunda sobre el 
procedimiento teórico desarrollado se puede acudir a 
 

http://www.ficlima.org/generacion-de-escenarios-locales/ 
 
donde se puede encontrar información más completa sobre la metodología y también algunos 
ejemplos concretos de proyectos internacionales en los que ha sido aplicada.  

http://www.ficlima.org/generacion-de-escenarios-locales/
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2 CONSIDERACIONES GENERALES SOBRE EL 
DOWNSCALING ESTADÍSTICO 

 

 

Tanto el desarrollo de una metodología estadística de downscaling como la selección de los 
posibles predictores a emplear deben llevarse a cabo a partir de una base de consideraciones 
teóricas y siempre teniendo en cuenta la aplicación final de los datos regionalizados. Hay 
cuatro ideas básicas que siempre deben ser tenidas en cuenta: 
 

1. El problema de la estacionariedad: en un contexto de cambio climático, las relaciones 
entre predictores y predictandos podrían cambiar. Así, los predictores deben estar 
físicamente vinculados a los predictandos, porque las relaciones físicas entre ellos no 
cambiarán. Además, deben tener en cuenta todos los forzamientos físicos de estos 
predictandos. 
 

2. Las características y las limitaciones de los GCMs: las metodologías a desarrollar serán 
aplicadas sobre las salidas proporcionadas por los GCMs, por lo tanto los predictores 
finalmente seleccionados deben elegirse de entre aquellos que sean bien simulados por 
los propios GCMs. También se tendrá que tener en cuenta tanto la resolución temporal 
como la espacial de los GCMs con los que se vaya a trabajar, ya que varían de unos a 
otros. 

 
3. La metodología estadística debe ser lo suficientemente no-lineal como para poder 

recoger las fuertes relaciones no-lineales que unen a los predictores con los 
predictandos que determinan la climatología local. 

 
4. En aplicaciones relativas al cambio climático es preferible no usar ningún tipo de 

estratificación estacional a la hora de seleccionar los predictores: en un escenario de 
cambio climático, las características climáticas de las estaciones del año pueden 
cambiar. Eso conduciría a que las relaciones predictor / predictando detectadas en un 
grupo de datos pertenecientes al presente (o pasado reciente) y establecidas en una 
estación del año concreta con características climáticas específicas podrían no 
aplicarse en el futuro si las características de tal estación del año cambian. 

 
De acuerdo con todas estas ideas pueden establecerse algunas consideraciones para la 
selección de los predictores: 
 

 Según la idea 1: La selección de los predictores debe llevarse a cabo sobre la base de 
consideraciones teóricas, en lugar de utilizar análisis empíricos que podrían dar lugar a 
relaciones que no estuvieran físicamente fundamentadas lo que podría no ser aplicable 
en el futuro debido al problema de la estacionariedad. Los predictores deben ser 
forzamientos físicos de los predictandos, o al menos, deben estar físicamente 
vinculados a los predictandos. En otras palabras, las relaciones identificadas entre los 
predictores y los predictandos deben ser las que mejor reflejen los vínculos físicos 
entre ambos, con el fin de asegurar en lo posible la estacionariedad de estas relaciones. 
Si se cumplen estos requisitos, debe obtenerse una buena capacidad de diagnóstico a 
escala diaria, por lo tanto es esta capacidad diaria de simulación la que debe ser 
estudiada, ya que se exige para asegurar la estabilidad de las relaciones estadísticas en 
el futuro. 

 Según idea 2: Los predictores deben ser variables de campo (asociadas a campos 
físicos atmosféricos) y no valores discretos puntuales ya que los campos son mejor 
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simulados por los GCMs. 
 Según la idea 2: Los predictores tienen que ser relativos a la atmósfera libre y no 

valores de superficie ya que son mejor simulados por los GCMs. 
 Según la idea 2: Los predictores deben ser variables que sean bien simuladas por los 

GCMs. El método de downscaling que vamos a emplear es una adaptación del método 
que se utiliza para producir predicciones operativas meteorológicas diarias. En la 
versión desarrollada para predicción operativa se utilizan muchos predictores, ya que 
se ha demostrado que todos ellos son capaces de mejorar la fiabilidad del pronóstico, 
pero algunos de ellos no se pueden utilizar en simulaciones climáticas, ya que, a pesar 
de que se ha demostrado que mejoran las simulaciones generadas por los modelos 
numéricos responsables de la predicción operativa para los próximos días, y de ahí su 
utilidad en la predicción meteorológica, son demasiado dependientes de las 
condiciones iniciales como para ser campos bien simulados por los GCMs para las 
próximas décadas. 

 Según la idea 2: Trabajar a una escala temporal y / o espacial mayor que la 
proporcionada por los GCMs implica que parte de la información generada por estos se 
va a desperdiciar. Muchos de los forzamientos físicos de los predictandos sólo pueden 
ser capturados trabajando a escalas temporales y espaciales tan pequeñas como sea 
posible. Esto podría ser especialmente relevante para la simulación de episodios 
extremos, como las precipitaciones extremas. Es por eso por lo que, en nuestra opinión, 
se debe trabajar a escalas diaria y sinóptica, porque estas son precisamente las escalas 
en las que los modelos de circulación general proporcionan información. 

 Según la idea 3: El método estadístico empelado debe incluir procedimientos que 
tengan en cuenta la no linealidad de las relaciones entre la mayoría de los predictores y 
los predictandos. 

 Según la idea 4: Creemos que es mejor no asumir ningún tipo de clasificación 
estacional al definir las relaciones entre predictores y predictandos. Los análisis de 
sensitividad llevados a cabo con esta técnica de downscaling pero empleando 
clasificación estacional no mejoran los resultados, probablemente debido a que las 
relaciones que se establecen no reflejan los vínculos físicos entre variables. 

 
El desarrollo de la metodología FICLIMA de downscaling estadístico y la selección de los 
predictores a emplear han tenido en cuenta todo el marco conceptual presentado en esta 
sección. 
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3 LA METODOLOGÍA FICLIMA DE DOWNSCALING 
 

 

En términos generales, la metodología FICLIMA estima campos meteorológicos de superficie 
de alta resolución para un día "x" (el día problema) en dos pasos: el primer paso es una 
técnica de análogos (Zorita et al., 1993); en el segundo paso, la información de superficie de 
alta resolución se calcula de formas diferentes para la precipitación (utilizando un enfoque 
probabilístico) y para la temperatura (utilizando regresiones lineales múltiples). En la figura 
3.1 podemos ver un breve resumen de la metodología. 
 
 

 

 

 

 

 

 

 

 

 

 
Figura 3.1. Breve resumen de la metodología FICLIMA. 

 

 
Metodologías en dos pasos similares se han aplicado antes en predicción meteorológica 
operativa (Woodcock 1980; Balzer 1991). Para aplicaciones en cambio climático, Enke and 
Spekat (1997) adoptaron una técnica parecida pero sustituyeron el primer paso de 
estratificación por análogos por una estratificación que usa un conjunto predefinido de 
patrones atmosféricos (una técnica de clustering o agrupamiento predefinido). La técnica de 
análogos puede considerarse una variante específica de la técnica de clustering donde cada 
grupo específico es calculado para cada uno de los días problema, conteniendo así los n días 
más análogos. Es por eso por lo que las técnicas de análogos generalmente ofrecen una mayor 
capacidad de diagnóstico de los efectos atmosféricos de alta resolución, en contraste con los 
métodos que utilizan clusters predefinidos. 
 
En la figura 3.2 se representa una visión general de la metodología FICLIMA; aunque el país 
representado sea España, el fundamento básico de la metodología es el mismo para cualquier 
país o región del mundo. 
 
En lo que sigue pasaremos a describir con un cierto grado de detalle los fundamentos de la 
metodología FICLIMA; si lo que se desea es un detalle completo de tal metodología, se 
recomienda acudir a Ribalaygua et al. (2013). 
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ESQUEMA
DEL

METODO

Día 12.418

Día 1

El campo de alta resolución de precipitación
estimado para el día "X" es el promedio de los
campos de precipitación observados los días

i,j,k..., obtenidos del banco de datos de referencia
(para precipitación, "n"=6).

. 
. 

.

Presión a nivel

del m
ar.

Altura de

geopotencial

de 500 hPa.

Precipitación

acumulada

diaria.

Bancos de datos de referencia, para 1961-1994.

El método busca, entre todos los días del banco
de datos de referencia, los días con configuraciones

atmosféricas más similares al día problema "X".

Configuraciones atmosféricas de baja resolución del
día problema "X", cuyos campos de efectos en
 superficie de alta resolución se desean estimar.

Día 12.418

Día 1

Día "i"

Temperatura

máxima

diaria.

Temperatura

mínima

diaria.

DETERMINACION DE LAS ECUACIONES LINEALES

Para cada punto de grid (hay 203), se obtienen 2 ecuaciones lineales, mediante regresión múltiple
con selección de predictores "forward" y "backward". La muestra sobre la que se determinan las

regresiones se compone de los predictores (espesor observado 1000/500hPa; seno del día del año;
media ponderada de las temperaturas medias observadas los 10 días anteriores sobre el punto de

grid) y el predictando (Tmáx. o Tmín. observada en el punto), de los "n" (150) días más similares.

PREDICTORES POTENCIALES PARA
CADA PUNTO DE GRID

* Espesor 1000/500 hPa observado sobre el punto de
   grid los días i,j,k...
* Función sinusoidal del día del año, para los días i,j,k...
* Media ponderada de las temperaturas medias
   ((máx.+mín.)/2) observadas en el punto de grid los
   10 días anteriores, para los días i,j,k...

Día "j"

Día "k"

PREDICTANDOS:
Temp. Máx. o Temp. Mín.

PREDICTORES PARA LA APLICACION
DE LAS ECUACIONES

* Espesor 1000/500 hPa sobre el punto de grid,
   estimado para el día "X".
* Función sinusoidal del día del año, para el día "X".
* Media ponderada de la temperatura media
   estimada (previamente) para los 10 días
   anteriores (X-1, X-2....X-10).

APLICACION DE LAS ECUACIONES LINEALES

Las 203 x 2 (temp. máx./mín.) ecuaciones lineales obtenidas, son aplicadas
utilizando como predictores los correspondientes valores para el día "X".
(adviértase el "feed-back" derivado del uso de las temperaturas medias

estimadas los 10 días anteriores para el punto de grid)

Los campos de alta resolución de temperatura máxima y mínima
estimados para el día "X", se obtienen mediante la aplicación

independiente de las 203 (puntosde grid) x 2 (máx./mín)
ecuaciones lineales de regresión.

Paso 1

Paso 2

"Feed-back"

Fundación para la Investigación del Clima. Todos los derechos reservados.

Figura 1
Figura 3.2 Esquema general de la metodología FICLIMA (representada para la Península Ibérica). 
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3.1 PRIMER PASO: LA TÉCNICA DE ANÁLOGOS 
 

En el primer paso, los n días más similares al día problema x, identificados sobre la base de sus 
campos atmosféricos de baja resolución, se seleccionan a partir de un conjunto de datos de 
referencia. La habilidad del método depende de la extensión y la calidad de los conjuntos de 
datos atmosféricos y de superficie de referencia y, en particular, de la definición de medida (de 
distancia) utilizada para determinar la similitud entre días (Matulla et al., 2008). La medida de 
similitud debe contener capacidad de diagnóstico en relación con los campos de precipitación 
de alta resolución (en otras palabras, los campos atmosféricos de baja resolución que se 
consideran similares de acuerdo con la medida utilizada deben estar asociados con campos de 
precipitación similares pero de alta resolución). La medida de similitud también debe evaluar 
la semejanza de la mayor cantidad posible de forzamientos físicos asociados a la precipitación 
(véase idea 1, apartado anterior), asociando las configuraciones atmosféricas de baja 
resolución de los días contra los días con los que se va a establecer la comparación. Además de 
por su capacidad de diagnóstico, las variables finalmente elegidas como predictoras deben ser 
razonablemente bien simuladas por los Modelos de Circulación General (véase idea 2). 
 
Muchos métodos estadísticos incorporan procedimientos fuertemente automatizados para 
seleccionar los mejores predictores y para ajustar las relaciones óptimas entre predictores y 
predictandos. Sin embargo, esto no es fácil de realizar para las técnicas de análogos para las 
que la calibración implica una tarea muy laboriosa de probar diferentes combinaciones de 
predictores y de medidas de similitud. No obstante, esto permite la selección de los 
predictores y de medidas de similitud bajo consideraciones teóricas, con el objetivo de 
capturar los forzamientos físicos entre los predictores y predictandos con el fin de garantizar 
la estacionariedad de las relaciones (véase de nuevo la idea 1, que siempre debe ser tenida en 
cuenta). 
 
La medida de similitud entre dos días debe ser una variable escalar (para así poder ordenarla) 
y debe poder medir la semejanza entre esos dos días con respecto a los campos predictores. 
 
Algunos de los diferentes algoritmos que tradicionalmente se han utilizado para evaluar la 
similitud entre los campos fueron probados en el proceso de calibración: tanto basados en el 
coeficiente de correlación de Pearson como varias distancias euclidianas y pseudo-
euclidianas. Las medidas de similitud son necesarias no sólo para establecer el patrón general 
de los días que se comparan, sino también los valores de los campos a emplear en los puntos 
individuales considerados. Para este último requisito, los coeficientes de correlación de 
Pearson obtienen peores resultados que las distancias euclidianas y por lo tanto proporcionan 
una capacidad de diagnóstico de precipitación inferior. El buen comportamiento de las 
distancias euclidianas se apoya en la literatura clásica de la técnica de análogos (Martin et al., 
1997; Kruizinga y Murphy, 1983). 
 
La similitud entre dos días cualesquiera se calcula determinando el parecido entre ambos de 
acuerdo con los valores correspondientes que posean en los campos empleados como 
predictores. La similitud de los días 𝑥𝑖  y 𝑥𝑗  de acuerdo a cada campo predictor P se calcula con 

una distancia pseudo-euclídea (ecuación 1): 
 

 

                              𝐷𝑝 𝑥𝑖 , 𝑥𝑗 =  
 (𝑃𝑖𝑘 − 𝑃𝑗𝑘 )2 ∙ 𝑊𝑘
𝑁
𝑘=1

 𝑊𝑘
𝑁
𝑘=1

                 𝑒𝑐𝑢𝑎𝑐𝑖ó𝑛 [1] 
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Donde 𝑃𝑖𝑘  es el valor del predictor P del día 𝑥𝑖  en el punto de rejilla k; 𝑊𝑘  es el coeficiente de 
ponderación del punto de rejilla k; y N es el número de puntos de la rejilla atmosférica. 
 
Una vez que se ha calculado 𝐷𝑝 𝑥𝑖 , 𝑥𝑗 , ésta se estandariza. La estandarización se lleva a cabo 

sustituyendo el valor obtenido de 𝐷𝑝 𝑥𝑖 ,𝑥𝑗  por el percentil p, que es el centil más cercano al 

valor de 𝐷𝑝 𝑥𝑖 , 𝑥𝑗  de entre el grupo de referencia de las distancias euclídeas entre los campos 

predictores P. Los valores de los centiles se determinan previamente, y de forma 
independiente para cada campo predictor P, a partir de una población de referencia de más de 
3.000.000 de valores de 𝐷𝑝 . La población de referencia se calcula aplicando la ecuación 1, con 

los mismos valores de 𝑊𝑘 , a distintas parejas de días seleccionadas al azar. Si el valor más 
cercano a 𝐷𝑝 𝑥𝑖 ,𝑥𝑗  es 𝑐𝑒𝑛𝑡𝑖,𝑗 ,𝑃 , eso significa que aproximadamente el 𝑐𝑒𝑛𝑡𝑖,𝑗 ,𝑃  % de los 

3.000.000 de los valores 𝐷𝑝  son menores que 𝐷𝑝 𝑥𝑖 ,𝑥𝑗 . El uso de centiles en vez del valor 

original de la distancia 𝐷𝑝  permite trabajar con magnitudes sin dimensiones y de variables 

igualmente ponderadas para cada predictor P (al menos inicialmente). 
 
Después del cálculo de 𝐷𝑝 𝑥𝑖 ,𝑥𝑗  y de su posterior estandarización (la determinación del 

𝑐𝑒𝑛𝑡𝑖,𝑗 ,𝑃  más cercano), la medida final de la similitud (𝑠𝑖𝑚𝑖,𝑗 ) entre los días 𝑥𝑖  y 𝑥𝑗  se consigue 

mediante la inversa de una media ponderada del centil obtenido para cada uno de los centiles 
de los predictores P  (ecuación 2): 
 

 

                                𝑠𝑖𝑚𝑖 ,𝑗 =   𝑤𝑝𝑐𝑒𝑛𝑡𝑖 ,𝑗 ,𝑃

4

𝑃=1

 

−1

                      𝑒𝑐𝑢𝑎𝑐𝑖ó𝑛 [2] 

 

 

donde 𝑤𝑝  es el coeficiente ponderado del campo predictor P. 
 

3.2 SEGUNDO PASO 

3.2.1 Temperatura: Análisis con Regresión Lineal Múltiple 

 

El procedimiento de cálculo de temperaturas requiere, una vez realizada la selección de los n 
días análogos anteriormente descritos (para la temperatura, n = 150), un análisis posterior 
mediante el uso de la regresión lineal múltiple. Aunque las relaciones predictor / predictando 
determinadas en este segundo paso no sean lineales, una parte importante de la no linealidad 
de los vínculos entre las variables de atmósfera libre y las temperaturas de la superficie se 
consigue con la clasificación por análogos realizada en el primer paso, que selecciona los días 
más similares con respecto a la precipitación y la nubosidad (dos de las variables que 
introducen la mayoría de la no - linealidad en las relaciones). La regresión lineal funciona muy 
bien para la estimación de las temperaturas máxima y mínima de la superficie debido a que la 
distribución estadística de estas variables puede aproximarse a una distribución normal. Es 
importante recordar que cuando se utiliza la regresión lineal de los predictandos se está 
obligado a tener la misma distribución estadística que la determinada por las variables 
predictoras (Bürguer 1996). En este sentido, los predictores potenciales deben tener 
distribuciones cercanas a la distribución normal. 
 
La regresión lineal múltiple se ejecuta independientemente para cada punto, y usa como 
método de selección de predictores una selección lineal del tipo forward and backward. 
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Utilizamos cuatro posibles predictores potenciales: 
 

1. El espesor entre las capas 1000/500 hPa. 
2. El espesor entre las capas 1000/850 hPa. 
3. La radiación solar del día del año asociados al día problema; no sólo depende 
del día del año sino también de la latitud del observatorio estudiado. 
4. Una media ponderada del valor diario de las temperaturas de los diez días 
anteriores al día problema en el observatorio estudiado. 

 
Ambos espesores se emplean para incluir la fuerte relación entre las capas bajas de la 
troposfera y las temperaturas superficiales (un factor meteorológico). La radiación solar del 
día del año se emplea para así tener en cuenta el número de horas de luz solar y su efecto en el 
calentamiento y/o enfriamiento de la capa de aire en superficie (un factor estacional). Y la 
media ponderada de temperatura de los diez días previos se usa para tener en cuenta la 
influencia de la inercia de la temperatura del suelo (un factor de la influencia del terreno). 
 
La influencia no lineal de otros factores meteorológicos importantes, como la nubosidad, la 
precipitación y la velocidad del viento en las capas bajas de la troposfera, se incluye a través de 
la primera etapa de la estratificación por análogos. La regresión se realiza para una población 
de n días que presentan una situación atmosférica similar. 
 
La regresión lineal múltiple se ejecuta dos veces para cada observatorio y para cada día 
problema, usando como predictandos la temperatura máxima y la temperatura mínima. Esto 
conduce a calcular dos ecuaciones diferentes (usando el predictando y los valores de los n días 
análogos como predictores) que nos permitirán estimar ambas temperaturas diarias para 
cada observatorio y día problema. 

3.2.2 Precipitación: Aproximación Estadística 

 

Cada día problema (𝑥𝑖) tiene n días análogos (𝑎𝑖𝑗 ), cada uno con una cierta similitud 

(𝑠𝑖𝑚(𝑎𝑗 , 𝑥𝑖)) (donde n=30 para precipitación). Cada día análogo (𝑎𝑖𝑗 ) tiene una precipitación 

observada (𝜌𝑖𝑗 ) y una probabilidad estimada (𝜋𝑖𝑗 ), de acuerdo a la ecuación 3. 

 
 

                                    𝜋𝑖𝑗 =
𝑠𝑖𝑚(𝑎𝑗 ,𝑥𝑖)

 𝑠𝑖𝑚(𝑎𝑘 ,𝑥𝑖)
𝑛
𝑘=1

                     𝑒𝑐𝑢𝑎𝑐𝑖ó𝑛 [3] 

 
 
Así, cada día problema (𝑥𝑖) tiene n pares de [𝜌𝑖𝑗 , 𝜋𝑖𝑗 ], y una estimación preliminar de la 

precipitación (𝑝𝑖) puede obtenerse combinando los n pares de acuerdo a la ecuación 4. 
 
 

                                               𝑝𝑖 = 𝜌𝑖𝑗 𝜋𝑖𝑗

𝑛

𝑗=1

                          𝑒𝑐𝑢𝑎𝑐𝑖ó𝑛 [4] 

 

 
Ya que se calcula como una media, esta estimación preliminar suaviza mucho los valores 
extremos de precipitación y sobre-estima el número de días sin precipitación. 
 
Para resolver este problema se diseñó una estrategia que nos permitiera obtener, para un 
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cierto periodo (por ejemplo, un mes), series de precipitación con una distribución de 
probabilidad similar a la obtenida para la precipitación de todos los análogos asociados a cada 
día problema de ese periodo. 
 
Con esta aproximación, y para un mes problema que tenga m días problema, hay n×m pares de 
precipitación y probabilidad [𝜌𝑖𝑗 , 𝜋𝑖𝑗 ]. Estos pares se ordenan por su 𝜌𝑖𝑗 , y se les clasifica de 

acuerdo a la ecuación 5, hasta que se forman grupos de k pares cuya suma de probabilidad 𝜋𝑘  
sea 1; de esta forma obtenemos m nuevos valores de precipitación (𝑝ℎ

′ ). 
 

 

                                                𝑝ℎ
′ =  𝜌𝑘𝜋𝑘
𝑘  𝜋𝑘=1  

                         𝑒𝑐𝑢𝑎𝑐𝑖ó𝑛 [5] 

 

 
Los m nuevos valores de precipitación (𝑝ℎ

′ ) se asignan a los m días (𝑥𝑖) del mes de acuerdo con 
las estimaciones preliminares de precipitación (𝑝𝑖) obtenidas por la ecuación 4, con lo que los 
mayores 𝑝ℎ

′  se asocian con el día (𝑥𝑖) con el mayor 𝑝𝑖 ; el segundo mayor 𝑝ℎ
′  con el día con el 

segundo mayor 𝑝𝑖 ; y así sucesivamente. 
 
De esta forma, la distribución de probabilidad de los m nuevos valores de precipitación (𝑝ℎ

′ ) es 
similar a la distribución de probabilidad de los n×m valores de precipitación (𝜌𝑘) – tal y como 
queremos. Este método permite una distribución empírica de cantidades de lluvia para cada 
día del mes a ser simulado sin tener que asumir ninguna hipótesis a priori sobre la 
distribución de probabilidad de cada mes (o tener que asumir una distribución de 
probabilidad concreta como pueda ser la función gamma). 
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